Kapitel 4

Nichtstationire Zeitreihen

4.1 ARIMA-Modelle

Die bisher diskutierten ARMA-Modelle sind bei bei geeigneter Wahl der Para-
meter stationir, d.h. wenn alle Wurzeln der Gleichung ¢(A™!) = 0 betragsmiiflig
kleiner als Eins sind. Finanz- und makrockonomische Zeitreihen weisen jedoch
héufig einen Trend und zeitlich variable Varianzen auf, so dafl auch nichtsta-
tiondre Modelle von Interesse sind. Einerseits kann versucht werden, die Trends
explizit zu modellieren (u; = ap+ oyt +exp(ast)+... ete.), andererseits kann man
versuchen, durch Differenzenbildung die Trends zu beseitigen. Dies ist die Idee
bei der ARIMA-Modellierung, wo ein differenzierter Prozefl als ARMA-Modell
ausgedriickt wird.

Ist beispielsweise der logarithmierte Kurs y; = log Sy ein Random Walk, d.h.

logS; = logS; 1+ pu+¢ (4.1)
so ist die Differenz
log S —logSi 1 = yr— Y1 =Vy=p+¢ (4.2)

ein stationdrer ProzeB (AR(0)).
Etwas allgemeiner nimmt man an, daf§ die d-te Differenz ARMA(p, q) ist, also ist
die Differenz

Vi, = w (4.3)
o(Byuy = 0(B)g

bzw.
¢(B)det = 0(B)e:. (4.5)

Der so erhaltene Prozef y; wird als ARIMA(p, d, q) bezeichnet, also als integriert
vom Grad d, und kann durch Differenzieren wieder in einen ARMA (p, ¢)-Prozef§
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zuriickgefiihrt werden. Das Lag-Polynom ¢(B)V? = ¢(B)(1 — B)? := o(B) ist
dann vom Grad p+ d und die Gleichung ¢(z) = 0 hat d Losungen mit z = 1, sog.

FEinheitswurzeln (unit roots) Einheits-
wurzeln
B(2)(1 - 2)* =0. (4.6)
Invertiert man den Differenzen-Operator 1 — B, so ergibt sich
S(B) = (1-B)'=1+B+B*+.. (4.7)
ye = V%, =V 14+ B+ B>+ ) (4.8)
= VN (4.9)
=0

was zeigt, dafi sich y; durch d-fache Summation (Integration) aus u, berechnet.
Beispiel 4.1 (Einfache Beispiele)

1. Random Walk:

Yy = pt oy te (4.10)
Vyt = N + (d) - 1)yt—1 + € (411)

d.h. fiir Hy : ¢ = 1 (Einheitswurzel) ist der differenzierte Prozess AR(0).
Als Losung findet man den Random Walk mit Drift (yo=fix)

t
Y = Yot pt+) € (4.12)
j=1
Ely) = yo+put (4.13)
Var(y,) = o°t (4.14)

der weder Mittelwerts- noch Varianz-Stationar ist.
2. ARMA(p,q) = ARIMA(p,d =0, q)

3. Es gelte ¢(B)y; = ¢(B)(y; +¢), d.h. die Dynamik des Kurses y; hiingt nicht
von der absoluten Kurshéhe ab. Dann folgt ¢(B)c = ¢(1)c =0 = ¢(1) = 0.
Daher ist z = 1 eine Losung von ¢(z) = 0 und y; enthélt eine Einheitswurzel
(vgl. Mills, 1999, S. 46).

4. Modellierung eines ARIMA(1,1,0) in EVIEWS (Kommandos):
series dy = D(y,1) ( = D(y) )

Is dy mu AR(1) (y¢ — y—1 ist AR(1); y; ist ARIMA(1,1,0))
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m Series: FTAPRICE Workfile: FTA M [=]E3|| mu Series: FTAPRICELOG  Workfile: FTA
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Abbildung 4.1: FTA-Index (links) und logarithmische Transformation (rechts). Mo-
natliche Daten von 1965:1 - 1995:12

In konventioneller Schreibweise gilt also

Vye = (1=@)u+ oVy1 + e, (4.17)

|

Beispiel 4.2 (ARIMA-Modellierung des FTA All Share Index)

Im folgenden wird der britische Aktienindex FTA (Financial Times Actuari-
es) analysiert (Datenquelle: http://lboro.ac.uk/departments/ec/cup/; vgl. Mills,
1999, S. 51). In Abb. (4.1) ist links der Index und rechts eine Log-Transformation
zu sehen. Man sieht, dal dadurch eine Linearisierung und Varianz-Stabilisierung
stattfindet. Die Log-Zeitreihe y; = log FT A, wurde differenziert und ein AR(3)-
Modell angepafit, d.h.

Yt — Yp—1 = log(FTAt/FTAt_l) =Cc+ U (418)
(1—¢18B— ¢ B* — ¢3B3)Ut = € (4.19)

FTA All
Share Index
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A D E
1 |Dependent Variable: FTAPRICELOGRETURN =
2 MWethod: Least Squares
3 |Date: 07/08/02 Tirne: 14:23
4 [Sample(adjusted): 1965:05 1995:12 oo
5 |ncluded observations: 368 after adjusting endpoints &
6 [Convergence achieved after 3 iterations
7
8 Wariable Coeficient  Std. Eror t-Statistic Prob
9
10 c 0.007886 0003595 2193667  0.0282
1 AR(1) 0151703 0052074 2913248 0.0038
12 AR2) 0140125 0052186 -2686650  0.0075
13 ARE) 0114046 0052088 2180657  0.0291
14
15 [R-squared 0.042823  Mean dependent var 0.007884
16 |Adjusted R-squared 0.034935  S.D. dependent var 0.051379
17 |S.E. of regression 0.060298  Akaike info criterion -2.7608237
18 |Sum squared resid 1.323434  Schwarz criterion -2.725758
19 |Loyg likelihood 513.3556  F-statistic 5.428358
20 Durhin-Watson stat 2.004580  Prob(F-statistic) 0.001159
21
22 |nverted AR Roots 43 =14 - 490 - 14+.490
23
24 -4
25 1970 1975 1980 1885 1880 1995
26
27 F
28 Residual Actual Fitted
29
30 —
3
Tl .
33 L2

Abbildung 4.2: ARIMA(3,1,0)-Modell fiir log(FT'A;). Links Schatzergebnisse, rechts
log-Returns, angepaBte Werte und Residuen.

B Table: UNTITLED Workfile: FTA [_[O]x]
Miew| Procs| Objects| Print| Mame| Edite/-| Font| InsDel|‘width| Numbers | Justify| Lines | Grid+-| Title
Correlogram of Residuals Breusch-Godfrey Serial Correlation L Test
A [ B lclo el F [ 6

1 |Date: 1040102 Time: 14:33 F-statistic 1.136485  Probability 0.340475
2 [Sample: 1965:05 1935:12 Obs*R-syuarad 6878366  Probability 0.332243
3 |Included observations: 368
4 [O-statistic probabilities adjusted for 3 ARMA termn(s)
5 Test Equation
6 Autocaorrelation Partial Correlation AT PAC G-Stat Prob Dependent Yariable: RESID
7 Method: Least Squares
i} 1-0.002 -0.002 0.0022 Date: 10/01/02  Time: 14:40
9 2 0013 D013 00656 Presample missing value lagged residuals set to zero
10 3-0.013 -0013 01334
1 4 0.028 0027 04177 0518 “ariahle Coefficient  Std. Error  t-Statistic Prob
12 5 -0.077 -0.077 26412 0267
13 6 -0.052 -0.053 36393 0.303 103 0000210 0003600  0.058410  0.9535
14 7 0.042 0045 43126 D365 AR() -5975234 7352457 0812685 04169
15 8 -0.061 -0.063 57398 0.332 AR(2) 0922266  2.046293  0.450261 0.6528
16 9 0097 0100 93270 0.156 AR(I) 1.168462 1110493 1.043196 0.2976
17 10 0017 0017 94414 0222 RESID(-1) 5975782  7.354439 0512541 0.4170
18 11 -0.033 -0.049 98446 0.278 RESID(-2) 0001746 25526089 -0.000684  0.9995
19 12 0.003 0015 98478 0.363 RESID(-3) -2.017788 1.146800  -1.759341 0.0794
20 13 -0.074 -0087 115927 0290 RESID(-4) 0412222 0624611 0B59967 05097
21 14 -0.087 -0.085 14863 0.183 RESID(-5) 0256726 0380933 0737252 04615
22 15 -0.024 0001 15077 0.237 RESID(-6) -0.282972 0155686 -1.817586  0.0700
23 16 0.048 0030 15960 0.257
24 17 -0.082 -0073 18552 0183 R-squared 0.018681  Mean dependent var 223E18
25 18 -0.011 -0.021 18.598 0.233 Adjusted R-squared -0.0058%79 5.0 dependent var 0.080051
26 19 -0.040 -0071 19230 D257 S.E. of regression 0080230 Akaike info criterion -2 754496
27 20 -0049 0053 20151 0267 Sum sguared resid 1298697  Schwarz criterion -2.648298
28 21 -0.038 0031 20721 0.294 Log likelihood 516.8273  F-statistic 0.757656
29 22 0023 0018 20926 0341 Durhin-Watson stat 1.888549  Prob(F-statistic) 0.B55797
30 23 0087 0100 23924 0.246
K | 24 0020 0025 24086 0.269 -
3 Hz

1 | Path = grheviewswarkfilesimils.neu || DB = none || WF = fta

Abbildung 4.3: Autokorrelation der Residuen und Q-Statistik (links) und Breusch-
Godfrey Residualtest (rechts).
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Prognosen iiber den Zeitpunkt 7" hinaus konnen mit dem Kalman-Filter leicht
vorgenommen werden, wenn man die Rekursion ohne Mef3-Update fortsetzt, da
ja fiir t > T keine neue Information vorliegt. Somit ergeben sich die Prognosen
und Prognosefehler fiir Zustand und Messung

Extrapolation t > T

E(y|Z") = vy = A + bt (6.112)
Var(th\ZT) == Et—l—l\t = AtZﬂtA; -+ Qt—l—l‘ (6113)
Htt1e+1 = e (6.114)

Sipip1 = S (6.115)

E(ZH_l‘ZT) = Ht+1,ut+1‘t -+ dt+1 (6116)
Var(z11Z7) == Ty = Hiy SeeHyq + Rigr (6.117)

Wenn die Parameter nur geschétzt vorliegen, setzt man diese in die Filterglei-
chungen ein.

Die Prognosegleichungen erhélt man, wenn keine Messungen vorliegen und der
MeB-Update iibersprungen werden kann. Ahnliches gilt fiir das Vorliegen von feh-
lenden Werten (missing data). Wenn eine Messung z,; s € [0, 7] nicht vorliegt,
wird einfach der MeB-Update iibersprungen und die Rekursion fortgesetzt. Man
erhélt somit Schétzungen der fehlenden Werte und eine einfache Berechnung der
Likelihood-Funktion bei "l6chrigen’ Datensétzen. Auch kann damit eine Modellie-
rung auf feinerem Zeitraster vorgenommen werden: Man spezifiziert das Modell
auf taglicher Basis, hat aber nur wochentliche Messungen (etwa Freitag). Dann er-
geben sich optimale Zustandsschitzungen fiir die restlichen Tage, da diese Werte
als fehlend im Datensatz erscheinen.

Beispiel 6.5 (Euro-Dollar-Kurs als Zustandsraum-Modell)

Das Regressionsmodell mit AR(2)-Fehlern aus Bsp. 4.8 (Abb. 4718) a8t sich auch
als Zustandsraum-Modell schreiben. Die EVIEWS-Spezifikation im StateSpace-
Objekt Sspace: Statespace lautet:

@signal eurodollarstep = c(1) + ¢
@state svl = ¢(3)*svl(-1) + c(4)
Ostate sv2 = sv1(-1)

©evar var(el) = exp(c(5))

(2)*spread + svl
*sv2(-1) + [ename = el]

Dies bedeutet in unserer Terminologie, dafl ein Zustandsvektor y; = [y11, yar] =
[svly, sv2,] definiert wurde, der die Zustandsgleichung und MeBgleichung

L) = 1 slhal

Eot} (6.118)
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W Sspace: STATESPACE Workfile: MERGE\Merge _ [0 x|
Wiew | Proc | Dbject| Print|Name| Freeze| Spec|Estimate] Stats| Forecast|

Sspace: STATESFACE ﬂ
Method: Maxirmur likelihood (Marguardt)

Date: 0541104 Time: 11:57

Sarnple: 11/10/1985 25/10/2002

Included observations: 4446

“alid obsereations: 4105

Convergence achieved after 14 iterations

Coefiicient  Std. Error  z-Statistic Prob.

cin 11196200 012803 9916677 0.0000
C -0.000816  0.001445 08564331 05725
CE 0933502 0.000464 2026556  0.0000
Ci 00588573  0.000955  61.78110  0.0000
CE) -9B65093 0.013268 7283959  0.0000

Final State  Root MSE  z-Statistic Prob.

SV -0131810 0032548 4049735 0.00M

Sv2 -0.131962 0031703 -4.162438  0.0000

Log likelihood 14033.01  Akaike info criterion -5.829606

Farameters 5 Schwarz criterion £5.821913

Diffuse priors 0 Hannan-Quinn criter.  -6.8268582
e 4

Abbildung 6.1: ML-Schatzungen des State Space-Modells (siehe Text). Euro-Dollar-
Kurs als lineare Funktion der Zinsdifferenz USD-DM. Autokorrelation 2. Ordnung

z = [1 0][ v }+(51+52xt (6.119)

Yt—1

erfilllt (z; = eurodollarsteps; s = spread;). Die AR(2)-Spezifikation ist etwas
anders als in Bsp. (§.1) - es wurden die Zeilen in umgekehrter Reihenfolge ge-
schrieben.

Ubung: Schreiben Sie das AR(p)- bzw. ARMA(p, ¢)-Modell aus Bsp. (G5 - 5°3)
in umgekehrter Reihenfolge der Zeilen auf.

Die Sperzifikation Q@evar var(el) = exp(c(5)) bedeutet, dafi die Varianz Var(e;)
= exp(fs) > 0 ist (Restriktion). Der Parametervektor lautet also 6 = {c, co,
c3,Cq,C50 = {01,092, 01, P2, 05}. Die Resultate der ML-Schitzung sind in Abb.
(6.1) gezeigt. Sie unterscheiden sich kaum von den Resultaten aus Bsp. (4.8),
Abb. (4:18). Die ML-Methode erlaubt es (anders als NLLS), auf die Fehlervari-
anzen Var(e) = €; Var(d;) = R; Restriktionen zu legen (etwa positiv definit).
Abb. (6:2) zeigt die Einschritt-Pradiktion des Signals (Euro-Dollar-Kurs) und die
standardisierten Residuen 97 = [~'/25,. Abb. (§23) zeigt die Filterlosung fi, +

2\/Diag(f]t|t) und ein approximatives 95%-Prognoseintervall fiir den geschétzten
Zustand (beide Komponenten). Schliefllich ist in Abb. (6:4) die prognostizierte
Messung im Intervall 11/10/2000 - 25/10/2002 dargestellt, wobei die Pradiktions-
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B Sspace: STATESPACE ‘Workfile: MERGE \Merge _ (O] x| |

Viewl F'rocl Dbiectl F'rintI Namel Fleezel Specl Estimatel Statsl Forecastl

One-step-ahead EURODOLLARSTEP
16

14
2

a4 =1

R R A AR R A PR PR R A A PR e
1986 1988 1990 1992 1994 1996 1998 2000 2002

|— Std. Residuals —— Actual —— Predicted ‘

Abbildung 6.2: Ein-Schritt-Pradiktion Z;;,_;, Messung z; und standardisierte Residu-
en oF = [—1/2p
t t

W Sspace: STATESPACE “Workfile: MERGE\Merge M= E3
view| Proc | Object| Print| Mame| Fresze| Spec|Estimate| Stats | Forecast|

Filtered State 5W1 Estimate

T T T T T T T T T T T T T T T T T
1986 1937 1988 1929 1990 1991 1992 1993 1094 1995 1996 1997 1995 1999 2000 2001 2002

— 51 ---+I RMSE

Filtered State SW2 Estimate

— Y ---+2 RMSE

Abbildung 6.3: Gefilterter Zustand /lt‘tj:Q\/Diag(fJﬂt) ausgewertet am ML-Schatzer
0.
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B Group: EURODOLLARSTEPPREDICT ‘Workfile: MERGE\Merge M= &
Viewl F'roc:l Dbiectl F'rintl Namel Freezel Samplel Sheetl Statsl Specl

15

1.4
1.3
1.2
1.1
1.0

0.8

0.584

0.74

06 T T T T T T T T T T T T T T T T T
1986 1985 1950 1992 1994 19965 1955 2000 2002

—— EURCDOLLARSTER

—— EURCDOLLARSTEFFPRED

—— EURCDOLLARSTERPRED+2*ELRODOLLARSTEPSE
—— EURODOLLARSTEFPRED-Z"EURCDOLLARSTEPSE

Abbildung 6.4: Prognose im Intervall 11/10/2000 - 25/10/2002: Filterlosung
E(z|Z%) + 2\/Diag(\7§r(zt\Zt0) ausgewertet am ML-Schatzer 6. t, = 10/10/2000.

_____

diesem Fall auf dem gesamten Datensatz 11/10/1985 - 25/10/2002.
|

Beispiel 6.6 (Rekursive Schiitzung eines Parameters)
Der Kalman-Filter kann zur rekursiven (sequentiellen) Schéitzung eines Parame-
ters benutzt werden. Hat man Zufallsvariablen

ze =+ 6 ~ N(u, R),i.i.d., (6.120)

so ist der Maximum-Likelihood-Schiitzer fiir y der Mittelwert ji; = (t+1)~! ZE:O Zi.

Schreibt man

fe = feoi+ @+ 1)z — ) (6.121)
= (t+ 1) [tiie—1 + 2] (6.122)
t
= (t+1)7'> =, (6.123)
=0

so ist dies eine rekursive Berechnung des Mittelwerts. Die Form der Gleichung
erinnert an den Kalman-Filter, wenn man K; = (t+1)~! als Kalman-Gain auffaft
und der Mittelwert [i;_;, die beste Prognose fiir den Mefwert z; ist. In der Tat
kann man diese Form aus dem Kalman-Filter herleiten, wenn man als System-
und MefBgleichung

A V| (6124)

Rekursive
Schatzung



